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Sammanfattning

I moderna industrirobotar innehåller komponenterna i drivsystemet olinjäriteter.
Dessa olinjäriteter kan vara bra att kunna skatta för att antingen kunna reglera
bättre eller för att använda parametrarna vid diagnos av systemet. Det finns
mycket arbete gjort inom systemidentifiering och då framför allt inom området
för iterativ parameterskattning. Denna rapport behandlar rekursiv greyboxidenti-
fiering för en olinjär modell av drivsystemet i en industrirobot.

De olinjäriteter som identifieras är friktion, vekhet, hysteres och glapp. Dessa
olinjäriteter ingår som parametrar i de modeller som presenteras i rapporten.
Förutom modeller behövs vid identifieringen någon form av algoritm och några
olika varianter på rekursiva algoritmer presenteras. Tyngdpunkten i arbetet ligger
på identifieringen av parametrar och de exciteringssignaler som krävs för identi-
fiering av respektive parameter.

De modeller och algoritmer som presenteras i rapporten fungerar teoretiskt sett
var för sig. Dock fungerar de i varierande grad för olika typer av parametrar. Linjär
och olinjär friktion samt linjär vekhet går att skatta relativt bra. Olinjär vekhet
och hysteres har inte gått att estimera. Glapp som skattas med en hybridvariant av
en rekursiv algoritm som inte är fullt rekursiv har fungerat bäst. När det inte går
att identifiera parametrarna ges förslag på andra lösningar, som att till exempel
utvidga modellen, tillämpa andra algoritmer eller optimera exciteringssignalen.
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Kapitel 1

Inledning

Detta kapitel ger en introduktion till examensarbetet. Först ges en kort bakgrund
och sedan definieras vad arbetet ska leda fram till.

1.1 Bakgrund

Moderna industrirobotar drivs av elektriska motorer som verkar på robotens länkar
via utväxlingar [18, 32], se figur 1.1. Komponenterna i drivsystemet innehåller
olinjäriteter som försvårar styrningen av roboten. Det finns flera typer av olinjäri-
teter som är intressanta att studera i det här fallet:

• olinjär friktion [28, 29],

• olinjär mekanisk vekhet [28, 29],

• hysteres [14, 17],

• glapp [11].

För att förbättra styrningen av roboten eller för att kunna detektera fel är det önsk-
värt att ha metoder för att skatta egenskaperna hos dessa olinjäriteter. Program-
varor för att ta fram parametervärden ’off-line‘ finns redan i stor utsträckning
[20, 32]. Metoder för skattning av tidsdiskreta system ’on-line’ är också ett
etablerat område [19, 31]. Det är intressant att kunna skatta parametrarna när
man är ’on-line‘ för ett tidskontinuerligt system, det vill säga en rekursiv algoritm
för detta behövs.

1



2 Inledning

Figur 1.1. Industrirobot av typ IRB1400. En industrirobot har många leder och detta
arbete är koncentrerat till att modellera och identifiera parametrar för axel 1.

1.2 Syfte

Syftet med detta arbete är att ta fram en rekursiv algoritm för att skatta para-
metrarna i en tidskontinuerlig greyboxmodell1 av drivsystemet hos en industrirobot,
inkluderande en eller flera olinjäriteter. Analys av lämpliga exciteringssignaler2

för de olika typerna av olinjäriteter ska också göras.

1En matematisk modell kan vara av tre typer, ’whitebox‘, ’blackbox‘ eller ’greybox‘. Modeller
av typen whitebox grundar sig helt på kända fysiska lagar och samband. Dessa modeller är de
mest realistiska av de tre och reagerar naturligast på förändringar i insignalen. När samband
inte är kända utan en modell byggs utifrån uppmätta in- och utdata utan egentlig vetskap om
den faktiska strukturen talar man om blackbox. Många modeller är en blandning av dessa,
vissa parametrar kan härledas från kända lagar men andra måste uppskattas eller fås genom
experiment. Dessa modeller kallas greybox.

2En exciteringssignal är en insignal till systemet som gör att aktuella parametrar går att
skatta, dvs att dessa parametrar så att säga är synliga vid mätning av in- och utsignal.



1.3 Problemformulering 3

1.3 Problemformulering

Detta arbete ska mynna ut i:

• robotmodell implementerad i Simulink med aktuella olinjäriteter,

• RPEM-algoritm3 för att skatta en eller flera parametrar i greyboxmodellen,

• förslag på lämpliga exciteringssignaler.

1.4 Avgränsningar

Den tvåmassemodell som ska implementeras ska modellera axel 1 i figur 1.1. Enligt
[32] är en tvåmassemodell för enkel i vissa avseenden, varför en tremassemodell då
är att föredra. Dock fungerar en tvåmassemodell bra som illustration av roboten
enligt [28] och används därför genomgående i detta arbete. Arbetet med att ta
fram modeller och algoritmer kommer att begränsas till programvarorna Matlab
och Simulink [2].

1.5 Disposition

I kapitel 2 presenteras en del teori inom området systemidentifiering av robotar.
Vidare i kapitel 3 presenteras den teori som är aktuell för just rekursiv greybox-
identifiering av en robot. Kapitel 4 innehåller de robotmodeller som tas upp i
rapporten och i kapitel 5 implementeras dessa robotmodeller i Simulink. I kapitel
6 tas initialvärden på parametrar fram och kapitel 7 innehåller initiering av algo-
ritmer samt sanna parametervärden. Testning av olika exciteringssignaler sker i
kapitel 8. I kapitel 9 presenteras analys och slutsatser och slutligen presenteras
framtida arbete i kapitel 10.

3Recursive Prediction Error Method, rekursiv prediktionsfelsmetod.
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Kapitel 2

Systemidentifiering av

robotar

I detta kapitel presenteras några tidigare arbeten inom systemidentifiering av
robotar.

Systemidentifiering av robotar kan delas in i tre olika nivåer, se exempelvis [22].
Dessa tre nivåer innehåller estimering av

• kinematisk beskrivning av roboten,

• dynamisk modell av roboten, som ofta delas in i

– stelkroppsdynamik, och

– flexibel kroppsdynamik

• ledmodell.

Stelkroppsdynamiken beskrivs av masscentrum, massa och tröghetsmatris för varje
arm. Med flexibel kroppsdynamik menas elastiska effekter i robotens struktur,
exempelvis i armarna. Ledmodellen innehåller motorns tröghet, elasticitet och
dämpning i växellåda, hysteres, motorkaraktäristik och friktionsparametrar. Ut-
över dessa tre nivåer kan man också studera estimering av lastdynamik [18] och
adaptiv reglering [26] som delar av identifieringsproblemet.

I majoriteten av den litteratur som finns om identifiering av robotar, se exempelvis
[18], antas en stelkroppsmodell och eventuella flexibiliteter antas lokaliserade till
lederna mellan armarna. Dessa antaganden kan delvis förklaras med att historiskt
sett har relativt stela robotar använts. Med ökande användning av nya mekaniska
strukturer och nya användningsområden inom industrin, där högre precision krävs
med avseende på position och hastighet, blir elastiska effekter tydligare och måste
tas hänsyn till. Det blir allt mer vanligt med vekare armstrukturer i form av
tunnare och sämre material och detta ihop med användandet av sämre kompo-
nenter leder till större olinjäriteter.

5



6 Systemidentifiering av robotar

Traditionellt försummas flexibiliteter vid identifiering av stelkroppsdynamiken, se
exempelvis [17], [28] och [29]. Detta motiveras av användandet av lågfrekventa
exciteringssignaler som inte exciterar flexibiliteterna. Identifieringen av stelkropps-
dynamiken kombineras vanligtvis med identifiering av en enkel friktionsmodell för
att reducera fel hos de estimerade parametrarna.

Det finns flera källor till flexibiliteter i en industrirobot, som exempelvis elastisk
deformation av lager och kugghjul och böjning av armarna vid last. För många
robotar är flexibiliteterna dominerande vid leden mellan armarna. En tvåmasse-
modell är då ofta tillräcklig för att beskriva dynamiken enligt [33]. Trenden att
bygga klenare robotarmar, som introducerar betydande flexibiliteteter i armarna
och deras leder, gör att modeller av högre ordning ibland är nödvändiga för att få
tillräckligt bra beskrivning av systemet.

Identifiering av flexibiliteter är mer invecklad än identifieringen av stelkropps-
dynamiken. Den största orsaken till detta är att typiskt endast en undergrupp av
tillståndsvariablerna är mätbara och man kan därför inte använda linjär regression.
Detta kan lösas genom att använda fler sensorer, se [22] och [24]. Ett problem är att
det är kostsamt att använda fler sensorer och experimenten blir relativt invecklade.
För en industrirobot av standardtyp där priset hela tiden pressas är denna lösning
inget lönsamt alternativ.

Utöver flexibiliteter måste olinjära effekter som friktion och glapp tas hänsyn till
vid identifieringen av ledmodellen. Dessa effekter skulle ge betydande influenser
på identifieringen av dynamiken om de inte hanteras korrekt. Glapp och Coulomb-
friktion reducerar generellt sett notch- och peak-frekvenserna1 i estimering av
överföringsfunktionen och Coulombfriktionen reducerar även amplituden för låga
frekvenser enligt [3]. Olinjäriteterna kan även ha betydande effekter på systemets
uppförande, exempelvis när rotationen ändrar riktning, och korrekta modeller som
beskriver dessa fenomen är därför viktigt.

Forskningen om modellering och reglering av friktion har kommit ganska långt, se
exempelvis den översiktliga artikeln [6]. Ett problem är dock hur man ska kunna
identifiera alla okända parametrar i dessa komplexa friktionsmodeller. Därför
används oftast den traditionella modellen med tre komponenter; viskös friktion,
Coulombfriktion och statisk friktion. Denna modell beskriver statiska hastighets-
kraft-relationen relativt bra, men viktiga dynamiska effekter missas helt, vilket
kan vara en nackdel vid exempelvis reglering. En relativt enkel dynamisk modell
för friktion som fångar upp det mesta av friktionens beteende presenteras i [4]
och kallas ofta LuGre-modellen. Denna modell inkluderar bl a Stribeckeffekten2

och hysteres. Att enkla modeller används vid identifiering kan bero på att de
är tillräckliga vid identifiering av stelkroppsdynamik, brist på mätningar eller att

1Frekvenser där överföringsfunktionen är noll respektive har ett lokalt maximum.
2Stribeckeffekten eller Stribeckfriktionen innebär att för låga hastigheter sjunker friktions-

kraften kontinuerligt vid en hastighetsökning.
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friktionsproblem lösts med bättre hårdvara (exempelvis smörjning).

Glapp i mekaniska system är exempelvis beskrivet i [27], där glapp beskrivs som
spelrummet mellan närliggande rörliga delar, som exempelvis i en serie av kugg-
hjul. Bredden på glappet är den viktigaste parametern. Bredden kan experiment-
ellt endast bestämmas genom ytterligare positionssensorer. Reglerade system med
glapp lider ofta av stationärt fel3 eller av begränsade (ej kontinuerliga) cykler som
leder till oscillationer.

Det finns en omfattande mängd litteratur som tar upp identifiering av ledpara-
metrar. Litteraturen skiljer sig starkt åt vad gäller detaljrikedomen hos modeller
och identifieringsmetoder enligt [33]. Identifieringen sker i tids- eller frekvens-
domänen, är baserad på fysikaliska eller ostrukturerade modeller, och använder
linjär eller olinjär optimeringsteknik. Det finns också stora skillnader på hur
olinjäriteter hanteras. En del tekniker estimerar friktionen separat i ett första
steg, för att sedan i nästa steg skatta dynamiken för leden. I det andra steget
kompenseras det för den estimerade friktionen eller så används speciell excitering
som ger mindre friktionsbidrag. På detta sätt kan linjära identifieringsmetoder
användas. Ett annat sätt är att använda olinjära modeller som beskriver led-
dynamik, friktion och andra olinjäriteter.

I [13] behandlas estimering av fysikaliska parametrar i en tvåmassemodell genom
en minstakvadratteknik liknande den som används vid estimering av stelkropps-
dynamiken. Den linjära formuleringen av parametrarna med endast motormät-
ningar fås genom en olinjär transformation och vissa approximationer som är
befogade genom att använda en speciell excitering som inte exciterar utvalda para-
metrar. Identifieringsexperimenten görs genom att röra en axel i taget.

I [32] används en metod där en greyboxmodell, som beskriver både tröghetspara-
metrar och flexibiliteter, kan identifieras direkt i tidsdomänen. Detta görs genom
att utnyttja en användardefinierad modellstruktur i System Identification Toolbox
(SITB), se [20], och experimentella data från experiment med reglerad robot för
axel 1 för en ABB IRB1400 robot. Både blackboxmodeller och fysikaliskt para-
metriserade modeller identifieras. I [32] föreslås att en tremassemodell är tillräcklig
för att beskriva systemdynamiken hos ABB IRB1400.

I [25] behandlas identifiering av en fysikaliskt parametriserad tvåmassemodell
på tillståndsform. De tre okända fysikaliska parametrarna estimeras genom en
iterativ Gauss-Newton-metod. Experimentella data kommer från en hydraulisk
flexibel arm med en frihetsgrad.

I [21] beskrivs en generell metod för att identifiera massor, fjädrar och dämpare.
Identifieringen baseras på en estimerad frekvenssvarsfunktion i kombination med
lösandet av ett inverst egenvärdesproblem. Se även [10] där en utvidgning görs
till system som innehåller ihopparade tröghetstermer, vilket är fallet för multi-

3Fel som finns kvar då systemet nått jämvikt.
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variabla system. En annan frekvensdomänmetod används i [9], där rekursiv esti-
mering av en tvåmassemodell används (för varje led). Parametrarna estimeras i
frekvensdomänen genom att använda ETFE4 och modellen används för att för-
filtrera insignalen.

I [15] appliceras och evalueras olika underrumsidentifieringsmetoder för axel 1
och axel 4 för en ABB IRB2000 robot. Det föreslås att MOESP-algoritmen5 ska
användas för identifiering av en blackboxtillståndsmodell i kombination med en
friktionsmodell. Blackboxidentifiering behandlas också i [12] där en industrirobot
med sex frihetsgrader studeras. En tredje ordningens blackboxöverföringsfunktion
estimeras för varje led. Exciteringssignalen, tillämpad som hastighetsreferens
för regulatorn, är konstant för att undvika effekter av statisk friktion. För att
eliminera eller åtminstonde minimera den dynamiska kopplingen mellan armarna
används olika konfigurationer för identifiering av varje leds dynamik. Detta görs
praktiskt genom att använda en CAD-modell och symboliska manipulationer av
robotens dynamiska ekvationer. Ett fysikaliskt parametriserat uttryck för över-
föringsfunktionen beräknas också. I [12] beskrivs kortfattat hur en jämförelse
mellan den estimerade och fysikaliskt parametriserade överföringsfunktionen ger
ett system av olinjära ekvationer som kan lösas för de fysikaliska parametrarna.
Inga fysikaliska parametrar presenteras, men en liknande procedur används i [5]
för estimering av initialvärden.

En intressant identifieringsmetod presenteras i [16] och baseras på experiment
från en oreglerad robot med binära insignaler. Genom att använda skillnaden
mellan in- och utsignal för två olika experiment med olika amplitud kan friktionen
ignoreras medan man identifierar det linjära systemet. I ett andra steg estimeras
friktionen genom att använda förstärkningen för det linjära systemet med en
konstant insignal. I [5] betraktas greyboxidentifiering av en tvåmassemodell med
glapp, där blackboxmodellering används för att finna initialvärden på parametrarna.
Se också [11] för estimering av glapp och fjädring med hjälp av ett EKF (Extended
Kalman Filter). Identifiering av glapp och friktion behandlas även i [7] och [23].
Identifiering av friktion och fjädring för en tvåmassemodell behandlas i [28] och
för en tremassemodell i [29]. Identifiering av hysteres behandlas bl a i [14] där en
modell för hysteres och ett sätt att estimera hysteresparametrarna presenteras. Se
även [17] för tillämpning av samma modell för hysteres.

4Empirical Transfer Function Estimate, empirisk estimering av överföringsfunktion.
5MIMO (Multiple Input Multiple Output) Output-Error state SPace model, multipel in- och

utsignal på tillståndsform med brus på utsignalerna.
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När man arbetar med modeller och identifiering är bland andra följande böcker
intressanta att nämna:

• Theory and practice of recursive identification [31]

• System identification: Theory for the user [19]

• Signalbehandling [8]

• Modellbygge och simulering [30]

När man arbetar med modeller och identifiering är följande program intressanta
att nämna:

• Dymola [1]

• Matlab [2]



10 Systemidentifiering av robotar



Kapitel 3

Rekursiv

greyboxidentifiering

I detta kapitel presenteras den teori som behövs för rekursiv greyboxidentifiering.

3.1 Tillståndsmodell

Startpunkt för rekursiv greyboxidentifiering är den kontinuerliga tillståndsmodellen

ẋ(t) = f
(

t, x(t), θ, u(t)
)

(3.1)

y(t) = h
(

t, x(t), θ, u(t)
)

+ e(t) (3.2)

där f och h är olinjära funktioner. x(t) är tillståndsvektorn, u(t) är insignal, y(t)
är utsignal och e(t) är vitt mätbrus. t är tiden och θ är en vektor med okända
parametrar. [28]

3.2 Kriterium

Det man vill minimera i algoritmen är enligt [19] förlustfunktionen

Vt(θ) =
1

N

t
∑

k=1

ε2(k, θ) (3.3)

som löses rekursivt fram till tidpunkten t, där ε är prediktionsfelet

ε(t) = y(t) − ŷ
(

t, θ̂(t− 1)
)

(3.4)

och ŷ
(

t, θ̂(t− 1)
)

är den predikterade utsignalen.

11
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3.3 Gradientberäkning

I algoritmen ingår gradienten, som enligt [30] beräknas som

ψT (t, θ) = −
d

dθ
ε(t) = −

d

dθ

(

y(t) − ŷ
(

t, θ̂(t− 1)
)

)

=
d

dθ
ŷ
(

t, θ̂(t− 1)
)

=
d

dθ

[

h
(

t, x(t, θ), θ, u(t)
)

]

= H1

(

x(t, θ), u(t), θ
)

z(t, θ) +H2

(

x(t, θ), u(t), θ
)

(3.5)

där

H1(x, u, θ) =
d

dx
h(x, u, θ) (1 × n–vektor) (3.6)

z(t, θ) =
d

dθ
x(t, θ) (n × d–matris) (3.7)

H2(x, u, θ) =
d

dθ
h(x, u, θ) (1 × d–vektor) (3.8)

Om man deriverar (3.7) med avseende på tiden fås enligt [30]

d

dt
z(t, θ) =

d

dt

d

dθ
x(t, θ) =

d

dθ

d

dt
x(t, θ)

=
d

dθ

[

f(x(t, θ), u(t), θ)
]

= F1

(

x(t, θ), u(t), θ
)

z(t, θ) + F2

(

x(t, θ), u(t), θ
)

(3.9)

där

F1(x, u, θ) =
d

dx
f(x, u, θ) (n × n–matris) (3.10)

F2(x, u, θ) =
d

dθ
f(x, u, θ) (n × d–matris) (3.11)

I andra steget i (3.9) är deriveringsordningen ändrad, vilket är tillåtet om x(t, θ)
är två gånger kontinuerligt differentierbar. Med hjälp av ekvationerna (3.1), (3.2),
(3.5) och (3.9) kan nu gradienten d

dθ
ŷ(k|θ) beräknas. Beräkningsarbetet för att

minimera (3.3) ökar snabbt med antal tillstånd n och antal parametrar d. Det
finns därför anledning att försöka skatta parametrar för så små delsystem som
möjligt istället för att använda hela systemmodellen om det finns delsystem som
ger information om θ. [30]

3.4 RPEM-algoritm

Det sista steget är en RPEM-algoritm som tillsammans med ekvationerna (3.1),
(3.2), (3.5) och (3.9) används vid identifieringen [19, 32]

θ̂(t) = θ̂(t− 1) + P (t|t)ψ(t)ε(t) (3.12)
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där ε(t) är prediktionsfelet, P (t|t) är en symmetrisk kovariansmatris och ψ(t) är
prediktionsfelets derivata med avseende på de okända parametrarna θ. [19, 32]

Vid design av en uppdateringsalgoritm för matrisen P (t|t) måste man göra vissa
avvägningar. Det första är att algoritmen måste ha en viss följningsförmåga då
man har att göra med varierande parametrar. Det andra är att algoritmen måste
motverka att P (t|t) växer då parametrarna inte exciteras. Dessa avvägningar kan
göras på flera olika sätt och här följer några alternativ på hur P (t|t) uppdateras i
tre steg. Första steget, kallat mätuppdatering, ges av

P (t|t) = P (t|t− 1) −
P (t|t− 1)ψ(t)ψT (t)P (t|t− 1)

1 + ψT (t)P (t|t− 1)ψ(t)
(3.13)

Denna uppdatering av P (t|t) svarar mot att uppdatera R(t|t) = P−1(t|t) enligt

R(t|t) = R(t|t− 1) + ψT (t)ψ(t) (3.14)

Det andra steget, kallat tidsuppdatering, garanterar algoritmens följningsförmåga.
Här studeras två alternativ; glömskefaktor och Kalmanfilter. Det första alter-
nativet svarar mot uppdateringen

P̄ (t+ 1|t) =
1

λ
P (t|t) (3.15)

där glömskefaktorn λ ligger i intervallet 0 < λ ≤ 1. Det andra alternativet svarar
mot uppdateringen

P̄ (t+ 1|t) = P (t|t) +R1 (3.16)

där R1 är en symmetrisk positivt definit matris. I det tredje steget säkerställs att
P inte växer vid dålig excitering. Detta problem är ekvivalent med att R går mot
en singulär matris och avhjälps oftast genom regularisering enligt

R(t+ 1|t) = R̄(t+ 1|t) + µ · I (3.17)

där µ är en positiv skalär. Genom användning av matrisinversionslemmat [8] fås

P (t+ 1|t) = P̄ (t+ 1|t)
(

I + µP̄ (t+ 1|t)
)

−1
(3.18)

Regularisering av R svarar mot normalisering av P . Designparametrarna är alltså
λ och R1 för följning och µ för regularisering. [19, 32]

Om exciteringen är bra behövs inte regulariseringen och man kan då sätta µ = 0.
Ekvationerna (3.13), (3.15) och (3.18) ger då med notationen P (t) = P (t|t) att

P (t) =
1

λ

[

P (t− 1) −
P (t− 1)ψ(t)ψT (t)P (t− 1)

λ+ ψT (t)P (t− 1)ψ(t)

]

(3.19)

Från (3.12) kan P (t|t)ψ(t) skrivas som

K(t) =
P (t− 1)ψ(t)

λ+ ψT (t)P (t− 1)ψ(t)
(3.20)
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Det andra alternativet är Kalmanfilterteori där parametrarna antas variera med
tiden som en slumpvandring enligt

θ(t+ 1) = θ(t) + v(t) (3.21)

där v(t) är vitt processbrus med Ev(t)vT (t) = R1 och mätbruset e(t) har egen-
skapen Ee2(t) = R2. Algoritmens egenskaper beror enbart på förhållandet mellan
R1 och R2, och därför kan R2 normaliseras till 1. Notera att om R2 = 1 är inte
P (t) kovariansen för θ̃ = θ−θ̂(t). För att få kovariansen måste P (t) skalas med R2.

Ekvationerna (3.12), (3.13) och (3.16) ger då på samma sätt som tidigare med
notationen P (t) = R2P (t|t− 1)

P (t) = P (t− 1) −
P (t− 1)ψ(t)ψT (t)P (t− 1)

R2 + ψT (t)P (t− 1)ψ(t)
+R1 (3.22)

K(t) =
P (t− 1)ψ(t)

R2 + ψT (t)P (t− 1)ψ(t)
(3.23)

Nu kan två algoritmer enligt [8] och [19], skrivas som

Algoritm 1 (RPEM med glömskefaktor)

ε(t) = y(t) − ŷ
(

t, θ̂(t− 1)
)

(3.24)

P (t) =
1

λ

[

P (t− 1) −
P (t− 1)ψ(t)ψT (t)P (t− 1)

λ+ ψT (t)P (t− 1)ψ(t)

]

(3.25)

K(t) =
P (t− 1)ψ(t)

λ+ ψT (t)P (t− 1)ψ(t)
(3.26)

θ̂(t) = θ̂(t− 1) +K(t)ε(t) (3.27)

Algoritm 2 (RPEM baserad på Kalmanfilter)

ε(t) = y(t) − ŷ
(

t, θ̂(t− 1)
)

(3.28)

P (t) = P (t− 1) −
P (t− 1)ψ(t)ψT (t)P (t− 1)

R2 + ψT (t)P (t− 1)ψ(t)
+R1 (3.29)

K(t) =
P (t− 1)ψ(t)

R2 + ψT (t)P (t− 1)ψ(t)
(3.30)

θ̂(t) = θ̂(t− 1) +K(t)ε(t) (3.31)



3.5 RPEM-hybrid 15

3.5 RPEM-hybrid

Då det inte går att beräkna någon gradient för en parameter analytiskt, behövs
en annan typ av algoritm än de ovan. Man kan se denna algoritm som en
hybrid mellan ’off-line‘ och ’on-line‘. Först samlas data in ’off-line‘ och derivatan
av förlustfunktionen V m a p parametern θ beräknas numeriskt enligt följande
approximation:

d

dθ
V (θ) =

1

N

N
∑

t=1

ε ·
d

dθ
ε

≈
V (θ + ∆θ) − V (θ − ∆θ)

2 · ∆θ
(3.32)

Sedan används en iterativ sökning efter minimum baserad på Newton-Raphsons
metod på liknande sätt som i [30]. Denna metod löser ekvationen

l(x) = 0 (3.33)

numeriskt med avseende på x genom att iterativt bestämma

x(i+1) = x(i) − [l′(x(i))]−1l(x(i)) (3.34)

där l′(x) är derivatan av l(x). Denna metod kan även innehålla en steglängdspara-
meter η för att justera uppdateringen av x(i) så att x(i+1) garanterat är ’bättre‘
enligt

x(i+1) = x(i) − η[l′(x(i))]−1l(x(i)) (3.35)

Om l(x) sätts till

l(x) =
d

dθ
V (θ) (3.36)

erhålls

θ̂(i+1) = θ̂(i) − η[V ′′(θ̂(i))]−1V ′(θ̂(i)) (3.37)

där V ′′(θ) är andraderivatan (Hessianen) av V (θ) m a p θ och V ′(θ) är gradienten.
Från ekvation (3.32) får man en skattning av V ′(θ̂(i)) och om man inför följande
beteckning för steglängden

D = η[V ′′(θ̂(i))]−1 (3.38)

där Hessianen ingår i den nya steglängdsparametern D fås den fullständiga upp-
dateringen av θ enligt

θ̂(i+1) = θ̂(i) −D · V ′(θ̂(i)) (3.39)

Steglängden D bestäms så att V (θ̂(i+1)) < V (θ̂(i)). Parametern θ uppdateras
sedan ’on-line‘ och algoritmen startar om.

Den fullständiga algoritmen kan nu skrivas som
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Algoritm 3 (RPEM-hybrid)

V ′(θ) ≈
V (θ + ∆θ) − V (θ − ∆θ)

2 · ∆θ
(3.40)

θ̂(i+1) = θ̂(i) −D · V ′(θ̂(i)) (3.41)

D =
D

2
om V (θ̂(i+1)) > V (θ̂(i)) (3.42)



Kapitel 4

Robotmodell

Detta kapitel beskriver den robotmodell som används vid de olika olinjäriteterna.
Modellen byggs på med fler olinjäriteter i varje avsnitt; först friktion och mekanisk
vekhet, följt av hysteres och slutligen också glapp.

4.1 Modell med friktion och mekanisk vekhet

Modellen för en robotarm består av en flexibel tvåmassemodell som beskriver
rörelser runt en axel och som inte påverkas av gravitationen, se figur 4.1. [28, 32]

τ, ϕm

ϕa

Jm

Ja

k1, k3, d

r, α,A, q

Fv, Fc

Figur 4.1. Tvåmassemodell för en robotarm. I modellen är alla parametrar och signaler
som är aktuella utmärkta för motor, led och arm.

Systemet av differentialekvationer som beskriver dynamiken hos robotarmen är

Jmϕ̈m + rd(rϕ̇m − ϕ̇a) + τf + rτs = τ (4.1)

Jaϕ̈a − d(rϕ̇m − ϕ̇a) − τs = 0 (4.2)

där Jm och Ja är tröghetsmomentet hos motor och arm, r är växlingsförhållandet,
τ är motorns vridmoment och d är dämpningsparametern. τs är vridmomentet

17
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p g a vekhet i robotarmen och τf är vridmomentet p g a friktion. Vekheten
modelleras som

τs(rϕm − ϕa) = k1(rϕm − ϕa) + k3(rϕm − ϕa)3 (4.3)

där ϕm och ϕa är vinkeln hos motor respektive arm och k1 och k3 är parametrar
för vekheten. Friktionen modelleras som

τf (ϕ̇m) = Fvϕ̇m + Fcsign(ϕ̇m) (4.4)

där Fv och Fc är koefficienter för viskös friktion respektive Coulombfriktion. [28]

Med tillstånden

x =









x1

x2

x3

x4









=









ϕm

ϕ̇m

ϕa

ϕ̇a









(4.5)

och insignalen u = τ och utsignalen y = ϕ̇m kan tillståndsmodellen utgående från
ekvationerna (4.1)–(4.4) skrivas som

ẋ1 = x2 (4.6a)

ẋ2 =
1

Jm

(

− Fvx2 − Fcsign(x2) −

− rd(rx2 − x4) − rk1(rx1 − x3) − rk3(rx1 − x3)
3 + u

)

(4.6b)

ẋ3 = x4 (4.6c)

ẋ4 =
1

Ja

(

d(rx2 − x4) + k1(rx1 − x3) + k3(rx1 − x3)
3
)

(4.6d)

4.2 Modell med hysteres

Den hysteresmodell som används här presenterades ursprungligen i [14] och används
i exempelvis [17]. Introduktionen av hysteres i modellen lägger till ett extra till-
stånd x5 som svarar mot den olinjära dämpningen i robotarmen. Den extra till-
ståndsekvationen ges av

ẋ5 = −α|rx2 − x4|x5 +A(rx2 − x4) (4.7)

Den fullständiga tillståndsmodellen med införandet av x5 blir

ẋ1 = x2 (4.8a)

ẋ2 =
1

Jm

(

− Fvx2 − Fcsign(x2) − rx5 −

− rd(rx2 − x4) − rk1(rx1 − x3) − rk3(rx1 − x3)
3 + u) (4.8b)

ẋ3 = x4 (4.8c)

ẋ4 =
1

Ja

(

d(rx2 − x4) + k1(rx1 − x3) + k3(rx1 − x3)
3 + x5

)

(4.8d)

ẋ5 = −α|rx2 − x4|x5 +A(rx2 − x4) (4.8e)
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4.3 Modell med glapp

Glappet innebär för en robot att kugghjulen i transmissionen inte har kontakt
hela tiden. Detta märks då det drivande kugghjulet byter håll och under en liten
vinkelförflyttning inte har kontakt med armens kugghjul. I [11] ges ett förslag på
hur man kan behandla glapp i modellen m h a ett SAEKF1. Detta sätt att införa
glapp i modellen innebär dock att modellen inte är fullständigt parametriserad
och då kan den ej skattas m h a en RPEM. En parametriserad modell av glapp
vore önskvärd för att kunna beräkna gradienten, men någon sådan modell är
svår att bygga då glapp innebär en diskontinuitet i modellen. Det går trots allt
att modellera glapp i Simulink. Den modelleringsprincip som används här har
inspirerats av modelleringsprogrammet Dymola (Dynamic Modeling Laboratory)
[1] och en komponent i Dymola som heter ElastoBacklash. Glappet modelleras här
som elasticitet m h a följande kodning av vridmomentet för vekhet och dämpning:

function tau = fcn(phi_rel,w_rel,k1,k3,d,q)

% phi_rel = r*phi_m - phi_a

% där phi_m är motorvinkel och phi_a är armvinkel

% w_rel = r*w_m - w_a

% där w_m och w_a är motorns respektive armens vinkelhastighet

q2=q/2;

if q2>10^-10

if phi_rel >= q2

tau = k1*(phi_rel-q2)+k3*(phi_rel-q2)^3+d*w_rel;

elseif phi_rel <= -q2

tau = k1*(phi_rel+q2)+k3*(phi_rel+q2)^3+d*w_rel;

else

tau = 0;

end

else

tau = k1*phi_rel+k3*phi_rel^3+d*w_rel;

end

1State Augmented Extended Kalman Filter, tillståndsutökat utvidgat kalmanfilter
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Kapitel 5

Simulinkmodell

De i kapitel 4 framtagna robotmodellerna implementeras i Simulink för att kunna
simuleras med olika insignaler, se figur 5.1.

x

Signalgenerator

u

x1

x2

x3

x4

Robotmodell

Figur 5.1. Robotmodell för simulering av olika insignaler.

5.1 Modell med friktion och mekanisk vekhet

Robotmodellen i kapitel 4.1 implementeras här i Simulink enligt figur 5.2. Detta
är en rättfram implementering av modellen i kapitel 4.1 med endast ett undantag;
sign(x2) har bytts ut mot tanh(βx2) för att undvika diskontinuiteten vid x2 = 0.
Denna förändring av modellen har gjorts på samma sätt som i [29] för att anpassa
så att modellen lättare kan simuleras. β används som parameter för att få en mjuk
modell.
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Figur 5.2. Robotmodell med friktion och vekhet.

5.2 Modell med hysteres

Robotmodellen i kapitel 4.2 implementeras här i Simulink enligt figur 5.3. Denna
implementering av modellen utgår från modellen i figur 5.2. De förändringar
som gjorts är att det extra tillståndet i kapitel 4.2 har implementerats. Dock
måste användaren återkoppla detta tillstånd enligt figur 5.4. Användaren kan nu
växla mellan att ha med hysteres i modellen eller ej m h a en strömbrytare. Om
användaren väljer att ej ha med hysteres återfås modellen i figur 5.2.
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Figur 5.3. Robotmodell med friktion, vekhet och hysteres.

5.3 Modell med glapp

I kapitel 4.3 beskrivs att glapp inte kan modelleras genom att enbart införa extra
ekvationer i modellen p g a diskontinuiteten. I Simulink finns det ett fördefinierat
block som simulerar glapp, men för att få samma uppförande som kodningen i
kapitel 4.3 införs en inbäddad matlabfunktion i simulinkmodellen. Modellen ser
nu ut som i figur 5.5 där den inbäddade matlabfunktionen innehåller koden i
kapitel 4.3.
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Figur 5.4. Robotmodell för simulering av olika insignaler där användaren kan välja
mellan modellerna i kapitel 4.1 och kapitel 4.2.
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Kapitel 6

Initiering

Bra initialvärden på parametrarna är önskvärt för att algoritmen ska konvergera
snabbt. Dessa initialvärden fås genom att följa en skattningsmetod ’off-line‘.

6.1 Stelkroppsdynamik och friktion

Först bestäms initialvärden för stelkroppsdynamiken och friktionen genom att
använda en lågfrekvent insignal. Ekvationen som beskriver denna situation är
enligt [28]

(Jm + r2Ja)ϕ̈+ Fvϕ̇+ Fcsign(ϕ̇) = τ (6.1)

vilket kan skrivas som en linjär regression enligt

(

ϕ̈ ϕ̇ sign(ϕ̇)
)





Jm + r2Ja

Fv

Fc



 = τ (6.2)

Denna linjära regression löses enklast genom minstakvadratmetoden på samma
sätt som i [17] enligt

θ̂ls = (ΦT Φ)−1ΦT Ψ (6.3)

där

θ̂ls =





Jm + r2Ja

Fv

Fc



 (6.4)

Φ =
(

ϕ̈ ϕ̇ sign(ϕ̇)
)

(6.5)

Ψ = τ (6.6)

För att kunna lösa ut Jm och Ja behövs steg två, som beskrivs i kapitel 6.2.
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26 Initiering

6.2 Flexibiliteter

I steg två studerar man överföringsfunktionen från τ till ϕ̈m med en insignal som
exciterar hela frekvensbandet, se figur 6.1. Genom att ignorera dämpningen d kan

10
−1

10
0

10
1

10
2

10
3

10
4

10
−1

10
0

10
1

10
2

10
3

G(s)

Frekvens [rad/s]

F
ör

st
är

kn
in

g

Figur 6.1. Överföringsfunktionen G(s).

överföringsfunktionen enligt [28] skrivas som

G(s) =
s(Jas

2 + k)

s3JaJm + s2JaFv + sk(Jm + r2Ja) + kFv

(6.7)

där 1/Jm är förstärkningen för höga frekvenser och ωn =
√

k/Ja är notchfrekvensen
i figur 6.1. Med 1/Jm som förstärkning kan Ja beräknas då man vet r. Med hjälp
av Ja och ωn kan sedan fjäderkonstanten k beräknas. För att finna initialvärden
på k1 och k3 kan följande metod användas enligt [28]. Parametern k kan ses
som en ’medelfjäderkonstant‘. Rimliga värden på k1 och k3 kan då fås genom att
minimera

2
∑

i=1

N
∑

t=1

(

(

k[i]
(

rx
[i]
1 (t) − x

[i]
3 (t)

)

− k1

(

rx
[i]
1 (t) − x

[i]
3 (t)

)

−

− k3

(

rx
[i]
1 (t) − x

[i]
3 (t)

)3
)2
)

(6.8)

där k[i] är fjäderkonstanten för dataset i och rx
[i]
1 (t) − x

[i]
3 (t) är avvikelsen från

jämviktsläget. Då rx
[i]
1 (t) − x

[i]
3 (t) inte är mätbart simuleras värdena fram med
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hjälp av tillståndsmodellen. Detta görs med de skattade värdena på parametrarna
och en linjär fjädermodell τs = k

(

rx
[i]
1 (t) − x

[i]
3 (t)

)

.

Dämpningsparametern d sätts till noll eftersom den är svår att skatta.

6.3 Hysteres

Det tredje steget är att skatta parametrarna för hysteres. I [17] ges förslag på
hur parametrarna för hysteres kan skattas genom att fixera armen på roboten och
sedan låta motorvinkeln följa en sinussignal. Eftersom detta är svårt att göra rent
praktiskt på en robot i verkligheten, sätts α och A till noll på samma sätt som d.

6.4 Glapp

Parametern q som bestämmer glappets bredd anses vara möjlig att mäta upp eller
uppskatta relativt noggrannt och initalvärdet sätts därför till 50 procent av sant
värde.
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Kapitel 7

Bakgrund till parameterval

och simuleringsresultat

Algoritmerna som beskrivs i kapitel 3 har implementerats i Matlab. Design-
variabler för respektive algoritm diskuteras och slutligen presenteras sanna para-
metervärden.

7.1 RPEM med glömskefaktor

För tydlighetens skull presenteras algoritmen med glömskefaktor från kapitel 3.

Algoritm 1 (RPEM med glömskefaktor)

ε(t) = y(t) − ŷ
(

t, θ̂(t− 1)
)

P (t) =
1

λ

[

P (t− 1) −
P (t− 1)ψ(t)ψT (t)P (t− 1)

λ+ ψT (t)P (t− 1)ψ(t)

]

K(t) =
P (t− 1)ψ(t)

λ+ ψT (t)P (t− 1)ψ(t)

θ̂(t) = θ̂(t− 1) +K(t)ε(t)

Designvariablerna för denna algoritm är initialvärden för kovariansmatrisen P och
parametervektorn θ, värdet på glömskefaktorn λ och regulariseringsparametern
µ. Komponentvärden i P har valts ad hoc efter storleksordningen på respektive
parameter. Parametervärden i θ har skattats enligt metoden i kapitel 6. Glömske-
faktorn λ har valts till λ = 0.995, eftersom detta värde ger en bra följning på
samma sätt som i [32]. Då insignalen kan väljas nästan helt fritt enligt [32], kan
den designas så att den ger tillräcklig excitering. Därför har regulariseringspara-
metern µ valts till µ = 0.

Matlabkoden för algoritm 1 skiljer sig endast med uppenbara modifieringar från
algoritm 2 som återfinns i bilaga A.
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7.2 RPEM baserad på Kalmanfilter

För tydlighetens skull presenteras algoritmen baserad på Kalmanfilter från kapitel 3.

Algoritm 2 (RPEM baserad på Kalmanfilter)

ε(t) = y(t) − ŷ
(

t, θ̂(t− 1)
)

P (t) = P (t− 1) −
P (t− 1)ψ(t)ψT (t)P (t− 1)

R2 + ψT (t)P (t− 1)ψ(t)
+R1

K(t) =
P (t− 1)ψ(t)

R2 + ψT (t)P (t− 1)ψ(t)

θ̂(t) = θ̂(t− 1) +K(t)ε(t)

Designvariablerna för denna algoritm är initialvärden för kovariansmatrisen P och
parametervektorn θ, kovariansmatrisen R1, variansen R2 och regulariseringspara-
metern µ. Komponentvärden i P , parametervärden i θ och regulariseringspara-
metern µ väljs med samma metod som för algoritm 1. Variansen R2 har valts till
R2 = 1, då det endast är förhållandet mellan R1 och R2 som påverkar algoritmens
uppförande. Komponentvärden i R1 väljs ad hoc så att R1 beskriver hur para-
metrarna i θ varierar.

Matlabkoden för algoritm 2 återfinns i bilaga A.

7.3 RPEM-hybrid

För tydlighetens skull presenteras algoritmen baserad på Newton-Raphsons metod
från kapitel 3.5.

Algoritm 3 (RPEM-hybrid)

V ′(θ) ≈
V (θ + ∆θ) − V (θ − ∆θ)

2 · ∆θ

θ̂(i+1) = θ̂(i) −D · V ′(θ̂(i))

D =
D

2
om V (θ̂(i+1)) > V (θ̂(i))

Designvariablerna för denna algoritm är differentieringssteget ∆θ och uppdaterings-
steget D. ∆θ har valts till ∆θ = 0.001 · θ och D har valts som D = 1.

Matlabkoden för algoritm 3 återfinns i bilaga B.
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7.4 Sanna parametervärden

Sanna värden på parametrarna i Simulinkmodellerna i kapitel 5 har till största
delen hämtats från tabell 2 i [28]. Alla parametervärden som har valts presenteras
i tabell 7.1.

Tabell 7.1. Sanna parametervärden.

Parameter Värde Enhet
Jm 1.21 · 10−2 [Nms2

rad
]

Ja 1.13 · 103 [Nms2

rad
]

Fv 1.30 · 10−2 [Nms
rad

]
Fc 6.44 · 10−1 [Nm]
k1 1.46 · 106 [Nm

rad
]

k3 3.72 · 1010 [ Nm
(rad)3 ]

d 2.63 · 103 [Nms
rad

]
α 1.00 · 103 [rad−1]
A 1.00 · 107 [Nm

rad
]

q 1.00 · 10−3 [rad]
r 4.46 · 10−3 [ ]
β 1.00 · 100 [ ]
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Kapitel 8

Exciteringssignaler

Exciteringssignaler bestäms här individuellt för respektive olinjäritet. För att
kunna jämföra med något används en slumpsignal som består av lågpassfiltrerat
vitt brus. Slumpsignalen har variansen 1 och bandbredden 10 Hz och skapas med
följande kod:

[num,den]=butter(4,10/(f/2));

vitt_brus=2*rand(length(t),1)-1;

u_slump=filter(num,den,vitt_brus);

Vid mätning av en utsignal antas ett normalfördelat mätbrus på någon procent
av typiskt värde på utsignalen. Vid skattning av parametrar används algoritm 2
i kapitel 7.2 för alla parametrar utom glapp då algoritm 3 i kapitel 7.3 används.
Att algoritm 3 används för glapp beror på att glapparameterns gradient är svår
att beräkna analytiskt. Att algoritm 2 används uteslutande istället för algoritm 1
för övriga parametrar beror på att i algoritm 2 har man enligt [32] möjlighet att
göra olika avvägningar mellan följning och varians för olika parametrar. De val
av P (0) och R1 som gjorts grundar sig på testsimuleringar där värden på kompo-
nenterna i P (0) och R1 har varierats för att finna en simulering som förhopp-
ningsvis konvergerar. De parametrar som ska skattas skalas om så att de har
samma storleksordning. Initialvärden på parametrarna bestäms enligt kapitel 6.
Samplingsfrekvensen är satt till 500 Hz och data samlas in under 20 sekunder.

Som mått på hur bra en skattning är görs en bedömning av om skattningen
konvergerar mot det sanna värdet.

8.1 Friktion

För att generera data simuleras modellen i figur 5.2. För att skatta friktionspara-
metrarna Fv och Fc används modellen i kapitel 4.1. De skattade parametervärdena
är θ1 = 1.3139 och θ2 = 6.1622. De sanna friktionsparametrarna i modellen är
Fv = 1.3 och Fc = 6.4. De övriga parametrarna som finns med i modellen sätts
till sina sanna värden enligt tabell 7.1. Om modellen simuleras med slumpsignalen
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får parameterskattningen beteendet enligt figur 8.1. Här har P (0) och R1 valts
till

P (0) =

(

103 0
0 103

)

(8.1)

respektive

R1 =

(

10−3 0
0 10−3

)

(8.2)

I figur 8.1 ser Fc ut att konvergera medan skattningen av Fv inte är godtagbar.
Detta resultat gör att en specialdesignad exciteringssignal behövs för att skatt-
ningarna av båda friktionsparametrarna ska vara godtagbara.
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Figur 8.1. Friktionsparametrar med slumpsignalen som insignal. Prickad linje är sant
värde på parametern, heldragen linje är skattat värde på parametern och streckprickade
linjer är 5 % avvikelse från sant parametervärde. Fv konvergerar inte tillräckligt snabbt
medan Fc har konvergerat på 20 sekunder.

Flera olika signaler har testats med olika amplituder som bivillkor. Grundantag-
andet som har gjorts är att exciteringssignalen bör vara lågfrekvent för att inte
excitera vekheten i modellen. Konstanta låga signalnivåer har testats med följande
val på P (0) och R1

P (0) =

(

10−6 0
0 10−1

)

(8.3)
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respektive

R1 =

(

10−9 0
0 10−3

)

(8.4)

och där har det kunnat konstaterats att för låga signalnivåer konvergerar Fc medan
Fv inte exciteras tillräckligt, vilket syns i figur 8.2.
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Figur 8.2. Friktionsparametrar för insignal med två låga konstanta signalnivåer, 0.2
samt 0.4. Prickad linje är sant värde på parametern, heldragen linje är skattat värde
på parametern och streckprickade linjer är 5 % avvikelse från sant parametervärde. Fv

exciteras inte medan Fc konvergerar relativt snabbt.

Höga signalnivåer ger ett svängigt uppförande på parametrarna. Figur 8.3 visar
en skattning där signalnivån växlar mellan 1 och 1.2 där P (0) och R1 har valts till

P (0) =

(

10−3 0
0 10−1

)

(8.5)

respektive

R1 =

(

10−9 0
0 10−3

)

(8.6)

En ren sinussignal med amplituden 1 och periodtiden 5 sekunder, dvs

ufriktion = sin(2π · 0.2t) (8.7)
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Figur 8.3. Friktionsparametrar för insignal med två höga konstanta signalnivåer, 1
samt 1.2. Prickad linje är sant värde på parametern, heldragen linje är skattat värde
på parametern och streckprickade linjer är 5 % avvikelse från sant parametervärde. Fv

exciteras inte och Fc har ett svängigt uppförande.

har testats. Om data simuleras med ufriktion som insignal och följande val på
P (0) och R1

P (0) =

(

10−5 0
0 10−1

)

(8.8)

respektive

R1 =

(

10−10 0
0 10−6

)

(8.9)

fås parameterskattningen i figur 8.4. I figur 8.4 ser Fc ut att kunna skattas relativt
bra medan Fv inte konvergerar mot sitt sanna värde.

Trots att många olika signaler har testats, har det inte gått att finna någon signal
som exciterar friktionsparametrarna på ett sådant sätt att friktionsparametrarna
kan skattas godtagbart samtidigt. Därför har även tester gjorts där friktionspara-
metrarna har skattats var för sig under antagande att den friktionsparameter som
inte skattas är känd. Med ufriktion som insignal och med följande värden på P (0)
och R1

P (0) = 10−1 (8.10)
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Figur 8.4. Friktionsparametrar med ufriktion som insignal. Prickad linje är sant värde
på parametern, heldragen linje är skattat värde på parametern och streckprickade linjer
är 5 % avvikelse från sant parametervärde. Fv exciteras inte medan Fc skattas relativt
bra.

respektive

R1 = 10−6 (8.11)

fås skattningen för friktionsparametern Fv enligt figur 8.5 och skattningen för
friktionsparametern Fc enligt figur 8.6. I figur 8.5 och figur 8.6 syns tydligt att
respektive friktionsparameter går att skatta relativt bra var för sig.
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Figur 8.5. Friktionsparametern Fv med ufriktion som insignal. Prickad linje är sant
värde på parametern, heldragen linje är skattat värde på parametern och streckprickade
linjer är 5 % avvikelse från sant parametervärde. Fv konvergerar relativt bra.
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Figur 8.6. Friktionsparametern Fc med ufriktion som insignal. Prickad linje är sant
värde på parametern, heldragen linje är skattat värde på parametern och streckprickade
linjer är 5 % avvikelse från sant parametervärde. Fc konvergerar relativt bra.
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8.2 Vekhet

För att generera data simuleras modellen i figur 5.2. För att skatta fjäderpara-
metrarna k1 och k3 används modellen i kapitel 4.1. De skattade parametervärdena
är θ1 = 2 och θ2 = 5. De sanna fjäderparametrarna i modellen är k1 = 1.46 och
k3 = 3.72. De övriga parametrarna som finns med i modellen sätts till sina sanna
värden enligt tabell 7.1. Om modellen simuleras med slumpsignalen får parameter-
skattningen beteendet enligt figur 8.7. Här har P (0) och R1 valts till

P (0) =

(

106 0
0 1016

)

(8.12)

respektive

R1 =

(

10−9 0
0 10−9

)

(8.13)

I figur 8.7 syns det att k1 konvergerar mot sanna värdet medan skattningen av
k3 ser ut att konvergera mot fel värde. Detta resultat gör att en specialdesignad
exciteringssignal behövs för att skattningarna av båda fjäderparametrarna ska vara
godtagbara.
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Figur 8.7. Fjäderparametrar med slumpsignalen som insignal. Prickad linje är sant
värde på parametern, heldragen linje är skattat värde på parametern och streckprickade
linjer är 5 % avvikelse från sant parametervärde. k1 konvergerar snabbt medan k3 skattas
fel.
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Flera olika signaler har testats med olika amplituder som bivillkor. Grundantag-
andet som har gjorts är att exciteringssignalen bör innehålla frekvenser runt notch-
frekvensen ωn ≈ 36 rad/s för att fånga upp systemdynamiken och som i kapitel
6.2 dra nytta av notchfrekvensen för att kunna skatta fjäderparametrarna. Med
en binär slumpsignal, som innehåller alla frekvenser, skapad enligt följande

ubin = sign
(

rand
(

length(t), 1
)

− 0.5
)

(8.14)

och följande värden på P (0) och R1

P (0) =

(

105 0
0 1014

)

(8.15)

respektive

R1 =

(

10−9 0
0 10−9

)

(8.16)

fås resultatet i figur 8.8. Här syns tydligt att k1 konvergerar mot sant värde. I
figur 8.8 syns också att k3 skattas fel även för denna signal.
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Figur 8.8. Fjäderparametrar med binär slumpsignal som insignal. Prickad linje är sant
värde på parametern, heldragen linje är skattat värde på parametern och streckprickade
linjer är 5 % avvikelse från sant parametervärde. k1 konvergerar snabbt medan k3 skattas
fel, dock bättre än tidigare.
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Med en multisinussignal skapad enligt följande

umultisinus = 60 · real

(

ifft
(

exp
(

i · 40 · rand
(

length(t), 1
)

)

)

)

(8.17)

och P (0) och R1 enligt

P (0) =

(

106 0
0 1016

)

(8.18)

och

R1 =

(

10−9 0
0 10−9

)

(8.19)

fås resultatet i figur 8.9.
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Figur 8.9. Fjäderparametrar med multisinussignal som insignal. Prickad linje är sant
värde på parametern, heldragen linje är skattat värde på parametern och streckprickade
linjer är 5 % avvikelse från sant parametervärde. k1 konvergerar snabbt medan k3 skattas
fel.

Inte heller multisinussignalen ger enligt figur 8.9 en bra skattning av k3 trots
att k1 konvergerar. Om man studerar figurerna 8.7, 8.8 och 8.9 så kan man se åt-
minstonde en gemensam egenskap. k3 kan tyckas driva med k1. Om man studerar
prediktionsfelet ε för dessa simuleringar i figur 8.10, kan man konstatera att ε blir
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Figur 8.10. Prediktionsfelet ε för multisinussignal.

liten då k1 går mot sitt sanna värde. Prediktionsfelet ε går i princip mot noll
om man bortser från mätbruset som syns i figur 8.10. Studerar man gradienten
ψ för parametern k3 för dessa simuleringar i figur 8.11 är ψ väldigt liten. Detta
sammantaget skulle kunna tyda på att parametern k3 inte är identifierbar eller
i alla fall att k3 är mycket svår att identifiera tillsammans med parametern k1.
Antagligen behövs en högre amplitud på insignalen för att ge större differens i
vinkeln mellan motor och arm för att kunna skatta k3. Detta ger dock dåliga
skattningar på k1 och ingen signal har hittats som på ett godtagbart sätt skattar
båda parametrarna samtidigt.

Skattningar för fjäderparametrarna var för sig har gjorts på samma sätt som för
friktionsparametrarna i kapitel 8.1. Med insignalen ubin och med följande värden
på P (0) och R1

P (0) = 105 (8.20)

respektive

R1 = 10−9 (8.21)

fås skattningen för fjäderparametern k1 enligt figur 8.12. Skattningen för friktions-
parametern k3 fås med samma insignal och med följande värden på P (0) och R1

P (0) = 1014 (8.22)
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Figur 8.11. Gradienten ψ för parametern k3 för multisinussignal.

respektive

R1 = 10−9 (8.23)

enligt figur 8.13. I figur 8.12 skattas k1 bra medan skattningen av k3 i figur
8.13 inte konvergerar. Det har inte gått att finna någon signal som kan skatta
fjäderparametern k3.
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Figur 8.12. Fjäderparametern k1 med ubin som insignal. Prickad linje är sant värde på
parametern, heldragen linje är skattat värde på parametern och streckprickade linjer är
5 % avvikelse från sant parametervärde. k1 konvergerar snabbt mot sant värde.
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Figur 8.13. Fjäderparametern k3 med ubin som insignal. Prickad linje är sant värde på
parametern, heldragen linje är skattat värde på parametern och streckprickade linjer är
5 % avvikelse från sant parametervärde. k3 konvergerar ej mot sant värde.
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8.3 Hysteres

För att generera data simuleras modellen i figur 5.3. För att skatta parametrarna
α och A används modellen i kapitel 4.2. Initialvärdena på hysteresparametrarna
är θ1 = 0 och θ2 = 0. De sanna hysteresparametrarna i modellen är α = 1.0
och A = 1.0. De övriga parametrarna som finns med i modellen sätts till sina
sanna värden enligt tabell 7.1. Om modellen simuleras med slumpsignalen får
parameterskattningen beteendet enligt figur 8.14.
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Figur 8.14. Hysteresparametrar med slumpsignalen som insignal. Prickad linje är sant
värde på parametern, heldragen linje är skattat värde på parametern och streckprickade
linjer är 5 % avvikelse från sant parametervärde. Varken α eller A exciteras.

Här har P (0) och R1 valts till

P (0) =

(

102 0
0 102

)

(8.24)

respektive

R1 =

(

10−9 0
0 10−9

)

(8.25)

I figur 8.14 syns tydligt att varken α eller A kan skattas. Detta resultat gör
att en specialdesignad exciteringssignal kommer att behövas för att kunna skatta
hysteresparametrarna.

Flera olika signaler med olika frekvensinnehåll har testats med olika amplituder
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som bivillkor. Det har inte gått att finna någon signal som exciterar hysterespara-
metrarna tillräckligt för att kunna skatta dessa. Studerar man förlustfunktionen
för hysteresparametrarna i figur 8.15 är förlustfunktionen väldigt liten för avvikel-
ser på hysteresparametrarna, vilket innebär att algoritmen får svårt att hitta
förlustfunktionens minimum. Detta skulle kunna förklara varför hysterespara-
metrarna inte går att skatta.
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Figur 8.15. Förlustfunktionen för hysteresparametrarna med slumpsignalen som
insignal.

I [14] visas hur hysteresparametrarna kan skattas genom att låsa fast robotarmen
och genom val av insignal låta motorvinkeln ändras som en sinus. Momentet p g a
hysteres och vekhet i armen blir då som i figur 8.16. Att låsa fast armen är möjligt
att simulera genom att ändra i modellen, men det är inte realistiskt att låsa fast
robotarmen i verkligheten, varför denna metod ej har testats.

Eftersom det inte går att skatta någon av hysteresparametrarna skulle man kunna
anta att modellen i sig inte är känslig för den eventuella hysteres som kan finnas
hos roboten. P g a att robotarmen är relativt styv så märks inte hysteresen
för denna tvåmassemodell. Möjligen kan hysteres vara mer framträdande vid en
tremassemodell.
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Figur 8.16. Momentet p g a hysteres och vekhet.
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8.4 Glapp

För att generera data simuleras modellen i figur 5.5. Då det är svårt att beräkna
någon gradient för glapparametern ser skattningen för glapp annorlunda ut jämfört
med skattningarna ovan, dvs att algoritm 3 används för dessa simuleringar. Initial-
värdet på glapparametern är θ1 = 0.50 · 10−3. Den sanna glapparametern i
modellen är q = 1.00 · 10−3. De övriga parametrarna som finns med i modellen
sätts till sina sanna värden enligt tabell 7.1. Om modellen simuleras med slump-
signalen ser förlustfunktionen ut enligt figur 8.17.
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Figur 8.17. Förlustfunktionen med slumpsignalen som insignal.

I figur 8.17 syns tydligt att förlustfunktionen inte har något väldefinierat minimum
för denna typ av insignal. Ett väldefinierat minimum är ett krav för att algoritmen
ska kunna konvergera mot sant värde. Därför har flera olika signaler med olika
frekvensinnehåll testats med olika amplituder som bivillkor. En insignal som
fungerar bra är

uglapp = 100 · sin(2π · 0.4t) (8.26)

Att denna signal fungerar bra beror på att den framförallt är lågfrekvent vilket
gör att diskontinuiteten som uppstår då glappet passeras inte inträffar så ofta.
Amplituden har testats fram för att få bra simuleringar. I figur 8.18 syns med
uglapp som insignal ett tydligt minimum på förlustfunktionen för q = 0.93 · 10−3

som avviker något från det sanna värdet q = 1.00 · 10−3 p g a det brus som har
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lagts på vid just denna simulering.
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Figur 8.18. Förlustfunktionen med uglapp som insignal.

Minimat i figur 8.18 kan skattas och en skattning av detta minimum ses i figur
8.19.

I figur 8.20 och figur 8.21 ses två nya skattningar med annorlunda brusrealiseringar
jämfört med figur 8.19.

Minimat för förlustfunktionen flyttar sig beroende på den brusrealisering som
används vid varje ny simulering. Dessa nya minima kan skattas på samma sätt
som i figur 8.19. Om fler datapunkter skulle användas skulle inte förlustfunktionen
vara lika känslig för olika brusrealiseringar. I figur 8.22 syns förlustfunktionen
för en datasekvens som är 1000 sekunder lång. Detta ska jämföras med övriga
simuleringar där datasekvenserna är 20 sekunder långa, dvs 50 gånger kortare.

Förlustfunktionen i figur 8.22 har ett väldefinierat minimum för q = 1.00 · 10−3,
dvs för sant värde på q. En parameterskattning för denna längre datasekvens kan
ses i figur 8.23.

Algoritmen konvergerar i figur 8.23 mot sant värde på q.
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Figur 8.19. Övre bilden visar förlustfunktionens värde under simuleringen. Nedre
bilden visar parameterskattningen med uglapp som insignal. Prickad linje är sant värde
på parametern, heldragen linje är skattat värde på parametern och streckprickade linjer
är 5 % avvikelse från sant parametervärde. q konvergerar mot fel värde.
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Figur 8.20. Övre bilden visar förlustfunktionens värde under simuleringen. Nedre
bilden visar parameterskattningen med uglapp som insignal. Prickad linje är sant värde
på parametern, heldragen linje är skattat värde på parametern och streckprickade linjer
är 5 % avvikelse från sant parametervärde. q skattas relativt bra men något högt.



54 Exciteringssignaler

0 1 2 3 4 5 6 7 8 9 10
62.4

62.6

62.8

63

63.2

63.4

63.6

63.8

V
t
(θ)

[r
ad

2 /s
2 ]

Antal iterationer

0 1 2 3 4 5 6 7 8 9 10
5

6

7

8

9

10

11

12
x 10

−4 q

[r
ad

]

Antal iterationer

Figur 8.21. Övre bilden visar förlustfunktionens värde under simuleringen. Nedre
bilden visar parameterskattningen med uglapp som insignal. Prickad linje är sant värde
på parametern, heldragen linje är skattat värde på parametern och streckprickade linjer
är 5 % avvikelse från sant parametervärde. q skattas relativt bra men något lågt.
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Figur 8.22. Förlustfunktionen med uglapp som insignal för längre datasekvens.
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Figur 8.23. Övre bilden visar förlustfunktionens värde under simuleringen. Nedre bilden
visar parameterskattningen med uglapp som insignal för längre datasekvens. Prickad
linje är sant värde på parametern, heldragen linje är skattat värde på parametern och
streckprickade linjer är 5 % avvikelse från sant parametervärde. q konvergerar relativt
bra mot sant värde.



Kapitel 9

Analys och slutsatser

I detta kapitel utvärderas de simuleringar som gjorts i kapitel 8.

Parametrarna som har med friktion att göra, viskös friktion Fv och Coulomb-
friktion Fc, behandlas i kapitel 8.1. Många simuleringar har gjorts men det har
inte gått att finna någon insignal där båda friktionsparametrarna kan skattas
samtidigt. Coulombfriktionen kan skattas relativt bra både ihop med den viskösa
friktionen och separat. Den viskösa friktionen kan dock endast skattas separat.
Detta skulle kunna bero på att Coulombfriktionen är dominerande för den typ
av insignaler som har testats. Teoretiskt sett är Coulombfriktionen dominerande
för låga signalnivåer medan viskös friktion är dominerande för höga signalnivåer.
Vissa tester har gjorts med högre amplituder på insignalen vilket borde göra
att den viskösa friktionen kan skattas, men så har inte varit fallet. Var för sig
fungerar skattningarna av friktionsparametrarna bra för den modell och algoritm
som används. Lågfrekventa insignaler används för att inte excitera eventuell vekhet
i armarna och detta fungerar bra vid identifieringen.

I kapitel 8.2 behandlas parametrarna som har med vekhet att göra, fjäderpara-
metern för linjär vekhet k1 och fjäderparametern för olinjär vekhet k3. Det har inte
gått att finna någon insignal där båda fjäderparametrarna kan skattas samtidigt.
Fjäderparametern för linjär vekhet går att skatta både separat och samtidigt som
olinjära fjäderparametern skattas. Fjäderparametern för olinjär vekhet har inte
alls gått att skatta. Teoretiskt sett är linjär vekhet dominerande för små vinkel-
skillnader mellan motor och arm medan olinjär vekhet är dominerande för stora
vinkelskillnader. Om man studerar figur 8.10 över prediktionsfelet ε kan man
konstatera att då k1 konvergerar mot sant värde så består prediktionsfelet i stort
sett av mätbrus. Detta skulle kunna förklara varför k3 inte är identifierbar ihop
med k1. Att robotarmen är relativt styv skulle kunna förklara varför k3 inte alls
går att identifiera eller så är det så att det behövs en större modell som modellerar
roboten med högre precision. Totalt sett har skattningarna av linjär vekhet gått
bra för den modell och algoritm som används medan olinjär vekhet troligen kräver
en noggrannare och större modell och bättre excitering.
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Hysteresparametrar, α och A, hanteras i kapitel 8.3. Det har inte gått att finna
någon signal som exciterar hysteresparametrarna tillräckligt för att kunna skatta
dessa. Studerar man förlustfunktionen för hysteresparametrarna i figur 8.15 är
förlustfunktionen väldigt liten för avvikelser på hysteresparametrarna, vilket inne-
bär att algoritmen får svårt att hitta förlustfunktionens minimum. Detta skulle
kunna förklara varför hysteresparametrarna inte går att skatta. Då det inte går att
skatta någon av hysteresparametrarna skulle man kunna anta att modellen i sig
inte är känslig för den eventuella hysteres som kan finnas hos roboten. Möjligen är
robotarmen för styv för att hysteres ska märkas för denna modell. Möjligen kan
hysteres vara mer framträdande vid en annan typ av modell. Totalt sett fungerar
inte skattningarna av hysteresparametrarna alls. Om detta beror på modellen,
algoritmen eller exciteringen är svårt att säga.

Glapparametern q behandlas i kapitel 8.4. Skattningen av glapparametern har
fungerat relativt bra och framför allt med en lågfrekvent sinussignal med hög
amplitud som insignal. Skattningen av glapparametern har fungerat bra för den
modell och algoritm som används. Algoritmen som används för glapparametern
skiljer sig från den algoritm som används för övriga parametrar. Denna hybrid-
variant på algoritm är inte fullständigt rekursiv men om parametern antas vara
konstant under relativt lång tid så fungerar denna algoritm bra. Detta för att
man kan samla in och bearbeta data under lång tid och algoritmen blir dessutom
mindre känslig för mätbrus, vilket är mycket positivt.

Sammanfattningsvis kan man konstatera att modellerna och algoritmerna som
används i denna rapport fungerar teoretiskt sett var för sig. Dock är det i varierande
grad som de fungerar för just de parametrar som studeras. Insignaler testas
slumpmässigt men med viss historisk kunskap om vad som bör fungera och det
vore intressant att optimera insignalen utifrån något kriterium. Detta och några
intressanta punkter till tas upp som ämnen för framtida arbete i kapitel 10.



Kapitel 10

Framtida arbete

I detta kapitel presenteras några idéer som vore intressanta att undersöka och som
ej har tagits upp i rapporten.

Först och främst vore det intressant att tillämpa algoritmerna på mätdata från en
riktig robot, detta för att verifiera om denna teknik fungerar i praktiken.

En grundligare undersökning av exciteringssignaler vore intressant att göra, där
man utför någon form av optimering av insignalen.

I rapporten används genomgående en tvåmassemodell. Eventuellt är denna modell
för enkel för att simulera en verklig robot tillräckligt bra. Det vore intressant att
göra motsvarande undersökningar för en tremassemodell där framför allt leden
mellan robotens armar är mer modellerad.

Den hybridvariant som används för glapparametern vore intressant att tillämpa
för övriga olinjäriteter.

Avslutningsvis vore det intressant med en undersökning av roboten för att eventuellt
finna fler olinjäriteter som kan vara intressanta att kunna identifiera rekursivt.
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Bilaga A

Algoritm 2

% Beräknar derivatorna H_1, H_2, F_1 och F_2 teoretiskt mha

% symbolhanteraren i Matlab

syms x1 x2 x3 x4 x5 u;

syms Fv Fc Ja Jm k1 k3 d r b a A;

f={’x2’,...

’1/Jm*(-Fv*x2-Fc*tanh(b*x2)-r*d*(r*x2-x4)’...

’-r*k1*(r*x1-x3)-r*k3*(r*x1-x3)^3-r*x5+u)’,...

’x4’,...

’1/Ja*(d*(r*x2-x4)+k1*(r*x1-x3)+k3*(r*x1-x3)^3+x5)’,...

’-a*abs(r*x2-x4)*x5+A*(r*x2-x4)’};

h=’x2’;

th={’a’,’A’};

x={’x1’,’x2’,’x3’,’x4’,’x5’};

H_1={};

H_2={};

F_1={};

F_2={};

for j=1:length(f)

for i=1:length(x)

F_1(j,i)=diff(char(f(j)),char(x(i)));

H_1(i)=diff(char(h),char(x(i)));

end

for i=1:length(th)

F_2(j,i)=diff(char(f(j)),char(th(i)));

H_2(i)=diff(char(h),char(th(i)));

end
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end

% Kända parametrar

b=1;

r=1/224.3;

Jm=1.21*10^-2;

Ja=1.13*10^3;

Fv=1.3*10^-2;

Fc=6.44*10^-1;

d=2.63*10^3;

k1=1.46*10^6;

k3=3.72*10^10;

% Initierar parametrar

a_hat=0;

A_hat=0;

% Initierar th_0, P_0, R1 och R2

th_0=[a_hat A_hat]’;

P_0=diag([10^2 10^2]);

R1=diag([10^-9 10^-9]);

R2=1;

% Initiering för simulering

th=th_0;

theta_hat=[];

theta_hat(:,1)=th;

P=P_0;

phi=[];

z0=[0 0 0 0 0];

x0=[0 0 0 0 0];

X0=[];

for n=1:length(th)

X0(n,:)=[z0 x0];

end

options = [];

y_hat=[];

y_hat(1,1)=0;
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% Simulering

for k=1:length(t)

a=th(1)*10^3;

A=th(2)*10^7;

x1=X0(1,6);

x2=X0(1,7);

x3=X0(1,8);

x4=X0(1,9);

x5=X0(1,10);

u_T=u_(k);

for j=1:length(f)

for i=1:length(th)

F2(j,i)=eval(char(F_2(j,i)));

H2(i)=eval(char(H_2(i)));

end

for i=1:length(x)

H1(i)=eval(char(H_1(i)));

if j==5

if i==2

if (r*x2-x4)>0

F1(j,i)=-a*r*x5+A*r;

elseif (r*x2-x4)<0

F1(j,i)=a*r*x5+A*r;

else

F1(j,i)=A*r;

end

elseif i==4

if (r*x2-x4)>0

F1(j,i)=a*x5-A;

elseif (r*x2-x4)<0

F1(j,i)=-a*x5-A;

else

F1(j,i)=-A;

end

else

F1(j,i)=eval(char(F_1(j,i)));

end

else

F1(j,i)=eval(char(F_1(j,i)));

end

end
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end

Tstart=(k-1)*T;

Tfinal=k*T;

dT=T;

Tid=[Tstart:dT:Tfinal]’;

for l=1:length(th)

[Tode,X_hat]=ode45(@diffekv_hysteres,Tid,X0(l,:),options,...

u_T,th,b,r,Jm,Ja,F1,F2(:,l),Fv,Fc,d,k1,k3);

z=X_hat(end,1:5)’;

y_hat(k+1,1)=X_hat(end,7);

phi(l,1)=H1*z+H2(l);

X0(l,:)=X_hat(end,:);

end

epsi=y(k)+0.01*median(abs(y))*randn(1)-y_hat(k);

P=P-(P*phi*phi’*P)/(R2+phi’*P*phi)+R1;

K=(P*phi)/(R2+phi’*P*phi);

th=th+K.*epsi;

end



Bilaga B

Algoritm 3

% Kända parametrar

b=1;

r=1/224.3;

Jm=1.21*10^-2;

Ja=1.13*10^3;

d=2.63*10^3;

Fv=1.3*10^-2;

Fc=6.44*10^-1;

k1=1.46*10^6;

k3=3.72*10^10;

% Initierar q och dq

q=10^-3;

dq=10^-3;

% Simulerar sant system

sim(’robot_glapp’);

brus_sant=0.01*median(abs(y))*randn(length(y),1);

y_sant=y+brus_sant;

% Initiering för simulering

q=0.5*q;

Q=[];

Q(1)=q;

V=[];

sim(’robot_glapp’);

V(1)=sum((y_sant-y).^2)/N;

k=1;

D=1;

V_prim=1;
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l=1;

L=21;

K=21;

% Simulering

while k<K && l<L

l=1;

q1=q*(1+dq);

q2=q*(1-dq);

q=q1;

sim(’robot_glapp’);

V1=sum((y_sant-y).^2)/N;

q=q2;

sim(’robot_glapp’);

V2=sum((y_sant-y).^2)/N;

V_prim=(V1-V2)/(q1-q2);

D=1;

while D*abs(V_prim)>0.50*Q(k)

D=D/2;

end

q=Q(k)-D*V_prim;

sim(’robot_glapp’);

V(k+1)=sum((y_sant-y).^2)/N;

while V(k+1)>V(k)&& l<L

D=D/2;

q=Q(k)-D*V_prim;

sim(’robot_glapp’);

V(k+1)=sum((y_sant-y).^2)/N;

l=l+1;

end

if l==L

Q(k+1)=Q(k);

V(k+1)=V(k);

else

Q(k+1)=q;

end

k=k+1;

end


